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ABSTRAK 

Indeks Pembangunan Manusia (IPM) merupakan indikator komposit yang 

menggambarkan kualitas pembangunan manusia melalui dimensi kesehatan, 

pendidikan, dan ekonomi, sehingga penting digunakan untuk menilai ketimpangan 

pembangunan antarwilayah. Penelitian ini bertujuan untuk mengelompokkan 

kabupaten/kota di Provinsi Sulawesi Selatan berdasarkan indikator Indeks 

Pembangunan Manusia (IPM) menggunakan algoritma Self-Organizing Maps 

(SOM). Data yang digunakan meliputi empat indikator IPM, yaitu Umur Harapan 

Hidup (UHH), Rata-rata Lama Sekolah (RLS), Harapan Lama Sekolah (HLS), dan 

Pengeluaran per Kapita (PPK). Metode SOM diterapkan karena mampu 

memvisualisasikan data berdimensi tinggi ke dalam bentuk dua dimensi sehingga 

pola hubungan antarwilayah dapat diidentifikasi secara lebih jelas. Hasil analisis 

menunjukkan bahwa jumlah klaster optimal yang terbentuk adalah dua klaster, 

dengan nilai Silhouette Coefficient sebesar 0,5878 dan Davies–Bouldin Index (DBI) 

sebesar 0,6059. Klaster pertama terdiri atas Kota Makassar, Kota Parepare, dan 

Kota Palopo yang memiliki nilai IPM tinggi, sedangkan klaster kedua mencakup 

sebagian besar kabupaten dengan capaian IPM yang lebih rendah. Perbedaan utama 

antarwilayah terletak pada indikator Rata-rata Lama Sekolah (RLS) dan 

Pengeluaran per Kapita (PPK), yang menunjukkan bahwa faktor pendidikan dan 

kondisi ekonomi menjadi penentu utama ketimpangan pembangunan manusia di 

Provinsi Sulawesi Selatan. 

 

Kata kunci: IPM, Klasterisasi, Self-Organizing Maps (SOM), Sulawesi Selatan. 
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ABSTRACT 

The Human Development Index (HDI) is a composite indicator that illustrates the 

quality of human development across dimensions of health, education, and 

economy, making it important for assessing development disparities between 

regions. This study aims to group regencies/cities in South Sulawesi Province based 

on the Human Development Index (HDI) indicators using the Self-Organizing Maps 

(SOM) algorithm. The data used consist of four HDI indicators: Life Expectancy 

(LE), Mean Years of Schooling (MYS), Expected Years of Schooling (EYS), and 

Expenditure per Capita (EPC). The SOM method was applied because it can 

visualize high-dimensional data into a two-dimensional map, enabling clearer 

identification of interregional patterns. The analysis results show that the optimal 

number of clusters formed is two, with a Silhouette Coefficient value of 0.5878 and 

a Davies–Bouldin Index (DBI) value of 0.6059. The first cluster consists of 

Makassar City, Parepare City, and Palopo City, which have high HDI 

achievements, while the second cluster includes most districts with lower HDI 

levels. The main differences among regions lie in the Mean Years of Schooling 

(MYS) and Expenditure per Capita (EPC) indicators, indicating that education and 

economic conditions are the primary factors influencing human development 

disparities in South Sulawesi Province. 

 

Keywords: Clustering, HDI, Self-Organizing Maps (SOM), South Sulawesi. 
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BAB I  

PENDAHULUAN 

1.1 Latar Belakang 

Indeks Pembangunan Manusia (IPM) adalah ukuran statistik yang digunakan 

untuk mengevaluasi kemajuan dan kualitas hidup manusia di suatu negara (Santoso 

et al., 2024). IPM digunakan untuk menilai kinerja pembangunan suatu wilayah 

berdasarkan tiga dimensi utama, yaitu harapan hidup dan kesehatan, pengetahuan 

dan pendidikan, serta Pengeluaran per Kapita yang disesuaikan. Secara geografis, 

Indonesia merupakan negara kepulauan yang terdiri dari berbagai provinsi yang 

tersebar di berbagai pulau dan dipisahkan oleh laut. Kondisi geografis ini 

menyebabkan tingginya disparitas pembangunan manusia antar provinsi, karena 

akses terhadap layanan pendidikan, kesehatan, dan ekonomi tidak merata 

(Hermawan & Hasugian, 2022). Sejak tahun 2016, Indonesia telah mencapai status 

IPM tinggi (di atas 70) dan terus mengalami peningkatan dari 72,81 pada 2020 

menjadi 74,39 pada 2023 (BPS, 2024). IPM juga menunjukkan korelasi erat dengan 

indikator kesejahteraan lainnya seperti Pengeluaran per Kapita dan tingkat 

kemiskinan (Nasri et al., 2024). Meskipun disparitas antar provinsi masih tinggi, 

IPM nasional tetap menunjukkan peningkatan karena dihitung sebagai rata-rata dari 

seluruh provinsi. Dengan kata lain, meskipun terdapat daerah dengan capaian IPM 

rendah seperti Papua pegunungan, provinsi dengan IPM tinggi seperti DKI Jakarta 

dan beberapa provinsi maju lainnya berkontribusi mendorong kenaikan indeks 

komposit secara nasional. Oleh karena itu, analisis dan pemetaan IPM secara 

regional menjadi penting sebagai dasar penyusunan kebijakan pembangunan yang 

tepat sasaran.  

Sulawesi Selatan sebagai provinsi terluas kedua di Pulau Sulawesi dengan 

wilayah 45.330,55 km², terbagi dalam 21 kabupaten dan 3 kota, dengan kabupaten 

Luwu Utara sebagai wilayah terbesar dan Kota Parepare sebagai yang terkecil (BPS 

Sulsel, 2025). Keberagaman geografis dan demografis di provinsi ini berdampak 

langsung terhadap perbedaan capaian pembangunan manusia, akses pendidikan, 

layanan kesehatan, serta peluang ekonomi yang pada akhirnya mempengaruhi 
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capaian IPM masing-masing wilayah. Pada tahun 2023, IPM Sulawesi Selatan 

mencapai angka 74,60 dengan rincian angka harapan hidup sebesar 73,63 tahun, 

rata-rata lama sekolah 8,76 tahun, harapan lama sekolah 13,54 tahun, dan 

pengeluaran per Kapita sebesar Rp11,84 juta per tahun. Dalam empat tahun terakhir 

(2020–2023), IPM provinsi ini meningkat sebesar 1,52 poin, dengan tren 

percepatan pertumbuhan yang menunjukkan kemajuan menuju tingkat 

pembangunan manusia yang lebih optimal. (BPS Sulsel, 2024). 

Gambar 1. 1 IPM Provinsi Sulsel Menurut Kabupaten/Kota Tahun 2024 

Gambar 1.1 memperlihatkan capaian Indeks Pembangunan Manusia (IPM) di 

seluruh kabupaten/kota Provinsi Sulawesi Selatan pada tahun 2024. Data tersebut 

menunjukkan variasi yang cukup mencolok antarwilayah, yang mencerminkan 

tingkat pembangunan manusia yang belum merata. Kota Makassar mencatatkan 

nilai IPM tertinggi sebesar 83,90, diikuti oleh Kota Palopo (79,94) dan Kota 

Parepare (79,64). Ketiga wilayah ini merupakan kota administratif yang umumnya 

memiliki infrastruktur layanan dasar yang lebih baik dibandingkan kabupaten. Di 

sisi lain, Kabupaten Jeneponto (66,38) dan Kabupaten Bone (68,36) menunjukkan 
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capaian IPM terendah, mengindikasikan masih adanya keterbatasan dalam akses 

pendidikan, kesehatan, maupun standar hidup layak. 

Kisaran IPM di Provinsi Sulawesi Selatan berada antara 66,38 hingga 83,90 

dengan selisih sebesar 17,52 poin. Rentang ini mencerminkan adanya ketimpangan 

pembangunan manusia antarwilayah yang cukup lebar. Oleh karena itu, diperlukan 

strategi pembangunan yang lebih inklusif dan merata, khususnya di wilayah dengan 

capaian IPM yang masih rendah, agar target pembangunan manusia di tingkat 

provinsi dapat tercapai secara lebih adil. Namun demikian, perlu dicermati bahwa 

capaian IPM antar kabupaten/kota di Sulawesi Selatan masih menunjukkan 

perbedaan. Untuk memahami karakteristik pembangunan manusia secara lebih 

mendalam, dibutuhkan pendekatan analisis yang mampu mengelompokkan 

wilayah-wilayah berdasarkan kesamaan indikator IPM. Salah satu metode yang 

relevan untuk tujuan tersebut adalah teknik analisis Clustering. 

Clustering merupakan suatu proses untuk membagi sekumpulan data ke 

dalam beberapa kelompok atau subset yang disebut sebagai klaster. Setiap objek 

dalam satu klaster memiliki karakteristik yang relatif serupa, namun berbeda 

dengan objek yang berada di klaster lainnya. Berbeda dengan klasifikasi yang 

membutuhkan variabel target, Clustering bersifat unsupervised karena tidak 

memerlukan variabel target dalam proses pengelompokannya. Salah satu metode 

Clustering yang dapat digunakan untuk memahami struktur data seperti Indeks 

Pembangunan Manusia (IPM) adalah algoritma Self-Organizing Maps (SOM), 

yang mampu mengelompokkan data berdasarkan kesamaan pola antar objek (Fauzi 

et al., 2024). 

Self-Organizing Maps (SOM) merupakan salah satu metode yang termasuk 

ke dalam kategori unsupervised learning. Algoritma pada jenis pembelajaran ini 

bersifat deskriptif, yang berfungsi untuk melakukan pengelompokan atau 

pengkategorian terhadap data tanpa memerlukan label atau target variabel (Fauzi et 

al., 2024). SOM pertama kali diperkenalkan oleh Kohonen, yang mengembangkan 

metode ini sebagai bagian dari jaringan syaraf tiruan (JST) dengan pendekatan 

winner-take-all, di mana hanya neuron yang menang (paling dekat dengan input) 

yang mengalami pembaruan bobot (Imani et al., 2023). Metode SOM memiliki 
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keunggulan dalam memetakan data berdimensi tinggi ke dalam peta berdimensi 

rendah secara visual, sehingga memudahkan dalam memahami pola atau struktur 

data yang kompleks. Selain itu, SOM juga dikenal memiliki fleksibilitas yang tinggi 

terhadap proses paralelisasi, yang memungkinkan peningkatan kecepatan transfer 

data secara efektif (throughput) dalam aplikasi, serta mendukung efisiensi 

konsumsi daya yang rendah (Midyanti & Bahri, 2023). 

Beberapa penelitian sebelumnya yang telah membahas penerapan metode 

SOM antara lain, penelitian yang dilakukan oleh Hastuti et al. (2023) menerapkan 

metode Clustering SOM dan K-Affinity Propagation (K-AP) untuk 

membandingkan hasil pengelompokan keduanya. Hasilnya, kedua metode 

membentuk tiga klaster, namun SOM menunjukkan nilai rasio yang lebih baik 

sehingga dinilai lebih unggul. 

 Penelitian oleh Zahra (2022), membandingkan metode SOM dan Fuzzy C-

Means (FCM) dalam proses pengelompokan. Hasil pengujian menunjukkan bahwa 

SOM memiliki akurasi lebih tinggi, yaitu 100%, sedangkan FCM hanya mencapai 

80% dengan 20% data tidak sesuai, sehingga SOM dinilai lebih efektif dalam 

melakukan pengelompokan. Selain itu, Iyohu et al. (2023) membandingkan SOM 

dengan K-Means Clustering dan memperoleh hasil bahwa SOM memiliki nilai DBI 

yang lebih baik, menunjukkan performa klasterisasi yang lebih optimal. 

Berdasarkan Penelitian sebelumnya, dapat disimpulkan bahwa metode SOM 

terbukti efektif dalam memberikan hasil pengelompokan yang lebih optimal 

dibandingkan metode lain pada berbagai kasus. Dengan landasan tersebut, 

penelitian ini diarahkan untuk menerapkan algoritma Self-Organizing Maps (SOM) 

dalam proses klasterisasi indikator Indeks Pembangunan Manusia (IPM) di 

Provinsi Sulawesi Selatan, serta mengevaluasi hasil pengelompokannya untuk 

memperoleh struktur klaster yang optimal. 
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1.2 Rumusan Masalah 

Berdasarkan latar belakang yang telah diuraikan, rumusan masalah yang akan 

dibahas dalam penelitian ini adalah sebagai berikut : 

1. Bagaimana hasil pengelompokan kabupaten/kota di Provinsi Sulawesi 

Selatan berdasarkan indikator IPM, menggunakan metode Self-Organizing 

Maps (SOM)? 

2. Bagaimana karakteristik klaster yang terbentuk di Provinsi Sulawesi Selatan 

berdasarkan indikator IPM menggunakan metode Self-Organizing Maps 

(SOM)? 

1.3 Tujuan Penelitian 

Berdasarkan rumusan masalah yang telah diuraikan, tujuan dari penelitian ini 

adalah sebagai berikut : 

1. Mengetahui hasil pengelompokan kabupaten/kota di Provinsi Sulawesi 

Selatan berdasarkan indikator IPM, menggunakan metode Self-Organizing 

Maps (SOM). 

2. Mengetahui karakteristik klaster pengelompokan kabupaten/kota di Provinsi 

Sulawesi Selatan berdasarkan indikator IPM, menggunakan metode Self-

Organizing Maps (SOM). 

1.4 Batasan Masalah 

1. Data yang digunakan dalam penelitian ini diperoleh dari situs resmi Badan 

Pusat Statistik (BPS) Sulawesi Selatan. 

2. Penelitian menggunakan metode Self-Organizing Maps (SOM) untuk 

menganalisis pola pengelompokan kabupaten/kota berdasarkan indikator 

IPM. 

3. Atribut yang digunakan dalam analisis adalah indikator IPM yang terdiri dari 

UHH (Umur Harapan Hidup), HLS (Harapan Lama Sekolah), RLS (Rata-rata 

Lama Sekolah), dan PPK (Pengeluaran per Kapita) yang disesuaikan per 

tahun. 

4. Data yang dianalisis adalah data Indikator IPM Provinsi Sulawesi Selatan 

tahun 2024. 
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1.5 Manfaat Penelitian 

Penelitian ini diharapkan dapat memberikan manfaat bagi berbagai pihak, 

antara lain: 

1. Menambah wawasan dan pemahaman tentang metode Self-Organizing Maps 

(SOM) dalam analisis data IPM. 

2. Memberikan informasi mengenai pola pembangunan manusia di 

kabupaten/kota di Provinsi Sulawesi Selatan berdasarkan indikator IPM. 

3. Mendukung pengambilan keputusan berbasis data, khususnya dalam 

perumusan kebijakan peningkatan IPM di daerah-daerah tertinggal. 
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BAB II 

KAJIAN PUSTAKA 

4.1 Indeks Pembangunan Manusia (IPM) 

Indeks Pembangunan Manusia (IPM) merupakan alat ukur yang 

membandingkan tingkat harapan hidup, pendidikan, dan standar hidup suatu 

negara, termasuk Indonesia. IPM digunakan untuk mengklasifikasikan tingkat 

kemajuan suatu negara, apakah termasuk negara maju, berkembang, atau tertinggal, 

serta untuk menilai sejauh mana kemampuan ekonomi memengaruhi kualitas hidup 

masyarakat (Radityana et al., 2023). IPM juga merefleksikan keberhasilan 

pembangunan sumber daya manusia di suatu wilayah dengan tujuan menciptakan 

masyarakat yang hidup lebih lama, sehat, dan produktif. IPM mencakup tiga 

dimensi utama, yaitu kesehatan yang diukur melalui Umur Harapan Hidup (UHH), 

pendidikan diukur melalui Harapan Lama Sekolah (HLS) dan Rata-rata Lama 

Sekolah (RLS), serta ekonomi yang dilihat dari Pengeluaran per Kapita (PPK) yang 

disesuaikan per tahun (Irwan et al., 2024). Semakin tinggi nilai IPM, maka semakin 

tinggi pula pendapatan masyarakat yang diperoleh. Peningkatan ini berdampak 

langsung pada pengurangan angka kemiskinan, sehingga IPM menjadi indikator 

penting dalam menilai keberhasilan suatu daerah dalam membangun kualitas hidup 

penduduknya (Nasri et al., 2024). 

4.2 Data Mining  

Data Mining merupakan suatu proses yang digunakan untuk menemukan 

pola, struktur tersembunyi, atau informasi bernilai dari kumpulan data dalam 

jumlah besar. Proses ini dapat diterapkan pada berbagai sumber data seperti basis 

data, data warehouse, situs web, serta sistem informasi yang dinamis dan terus 

berkembang (Aziz & Mustakim, 2022). Tujuan utama dari Data Mining adalah 

mengekstraksi pengetahuan yang berguna dari data historis untuk mendukung 

pengambilan keputusan. Dewi dan Pramita (2019) menjelaskan bahwa melalui 

penerapan Data Mining, pengguna dapat mengidentifikasi tren dan pola penting 

yang selama ini tersembunyi, sehingga dapat dimanfaatkan untuk berbagai 

keperluan analisis maupun pengembangan sistem lebih lanjut.  
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Data Mining mengintegrasikan beragam teknik dari disiplin ilmu seperti 

statistika, matematika, kecerdasan buatan (AI), serta pembelajaran mesin (Machine 

Learning). Kamila et al. (2019) menekankan bahwa salah satu metode utama dalam 

Data Mining adalah Clustering, yang berfungsi untuk mengelompokkan data 

berdasarkan kesamaan karakteristik guna mengeksplorasi data lebih mendalam, 

menemukan anomali, dan menyusun prediksi. Menurut Nazeriandy et al. (2021), 

Data Mining juga dapat dipahami sebagai suatu upaya untuk menggali nilai tambah 

dari data yang semula tidak teridentifikasi secara manual. Pengetahuan yang 

dihasilkan memiliki manfaat praktis dalam berbagai bidang. Meskipun bukan 

bidang baru, Data Mining merupakan pengembangan dari ilmu statistik dan sangat 

erat kaitannya. Tantangan utamanya adalah sifatnya yang multidisipliner, karena 

menggabungkan banyak teknik dan pendekatan dari berbagai cabang ilmu. 

Dalam penelitian ini, Data Mining digunakan untuk menganalisis faktor-

faktor yang berkontribusi terhadap pembangunan manusia di wilayah Provinsi 

Sulawesi Selatan. Teknik ini berperan dalam mengidentifikasi pola-pola yang 

signifikan dari indikator IPM sehingga dapat digunakan sebagai dasar dalam 

pengelompokan wilayah berdasarkan karakteristik pembangunan manusianya. Data 

Mining menjadi kerangka utama dalam penelitian ini, di mana metode Clustering 

berbasis SOM diterapkan. Melalui pendekatan ini, penelitian bertujuan untuk 

mengidentifikasi wilayah dengan karakteristik pembangunan manusia yang serupa 

guna mendukung perencanaan kebijakan pembangunan yang lebih tepat sasaran 

dan berkeadilan. 

4.3 Machine Learning 

Machine Learning merupakan salah satu cabang dari Data Mining yang terus 

berkembang dengan berbagai inovasi dan teknik yang dirancang untuk 

menyelesaikan permasalahan data yang kompleks. Dua pendekatan utama yang 

paling umum digunakan dalam Machine Learning adalah supervised learning dan 

unsupervised learning dimana pendekatan tersebut merupakan yang paling umum 

dan sangat masif penggunaannya dibandingkan pendekatan lainnya (Parulian & 

Butar, 2023). Sebagai bagian dari kecerdasan buatan (Artificial Intelligence), 

Machine Learning berfungsi meniru perilaku manusia dalam proses pengambilan 
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keputusan berdasarkan pengalaman dari data. Dalam pendekatan supervised 

learning, model dilatih menggunakan data yang telah diberi label, sedangkan 

unsupervised learning digunakan untuk menemukan pola dari data tanpa label 

(Fahmi, 2023). 

Fokus utama dari penerapan Machine Learning adalah mengembangkan 

sistem yang mampu belajar secara mandiri dan beradaptasi terhadap perubahan 

tanpa pemrograman ulang. Dengan menganalisis data dalam jumlah besar (big 

data), Machine Learning dapat menemukan pola atau tren yang tersembunyi dan 

bernilai untuk proses prediksi maupun pengambilan keputusan otomatis (Fahmi, 

2023). 

4.4 Analisis Clustering 

Clustering merupakan teknik dalam analisis data yang bertujuan untuk 

mengelompokkan individu atau objek ke dalam beberapa partisi berdasarkan 

tingkat kemiripan tertentu. Setiap objek dalam satu klaster memiliki karakteristik 

yang relatif homogen, sementara antar klaster bersifat heterogen. (Talakua et al., 

2017). Dalam bidang Data Mining, Clustering termasuk ke dalam pendekatan 

unsupervised learning yang populer digunakan untuk mengidentifikasi pola dari 

data tanpa label. Objek-objek yang dikelompokkan ke dalam klaster memiliki 

tingkat kesamaan yang tinggi dalam satu kelompok, dan perbedaan mencolok 

dibandingkan dengan kelompok lainnya (Aziz & Mustakim, 2022; Alfina et al., 

2012). 

Berbeda dengan metode klasifikasi yang membutuhkan variabel target yang 

telah ditentukan sebelumnya, Clustering bekerja tanpa variabel target, karena 

prosesnya dilakukan murni berdasarkan pola yang terdapat dalam data. Artinya, 

data dikelompokkan murni berdasarkan pola atau kemiripan karakteristik yang 

ditemukan di dalamnya. Pengelompokan data dilakukan untuk memahami struktur 

tersembunyi dalam data IPM serta mengidentifikasi kesamaan karakteristik antar 

wilayah (Fauzi et al., 2024). Metode Clustering yang umum digunakan meliputi K-

Means, K-Medoids, Hierarchical Clustering, dan SOM (Alfina et al., 2012; Dewi 

& Pramita, 2019). 
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4.5 Jaringan Syaraf Tiruan 

Salah satu teknik komputasi yang termasuk dalam kecerdasan buatan 

(Artificial Intelligence) adalah Jaringan Syaraf Tiruan (Artificial Neural Network). 

ANN merupakan sistem pemrosesan yang dirancang dan dilatih agar memiliki 

kemampuan seperti manusia dalam menyelesaikan permasalahan kompleks melalui 

proses belajar yang melibatkan perubahan bobot sinapsis. Jaringan ini 

mensimulasikan struktur dan fungsi otak biologis, sehingga mampu mengenali 

pola-pola yang rumit serta belajar dari pengalaman masa lalu (Ginting, 2013). 

Dalam bidang data science, ANN berperan sebagai metode analitik yang memiliki 

kemampuan dalam klasifikasi, asosiasi, self-organizing, dan optimasi (Ismail, 

2021). Dalam penelitian ini, SOM dipilih karena mampu memetakan data 

berdimensi tinggi ke dalam bentuk visual yang lebih mudah dianalisis, serta efektif 

dalam mengelompokkan wilayah berdasarkan indikator pembangunan manusia 

(Fauzi et al., 2024). 

4.6 Self-Organizing Maps (SOM) 

Self-Organizing Maps (SOM) adalah salah satu jenis jaringan saraf tiruan 

yang dikembangkan oleh Teuvo Kohonen pada tahun 1982. Metode ini berfungsi 

untuk memetakan data berdimensi tinggi ke dalam ruang dua dimensi (biasanya 

dalam bentuk grid), sehingga mempermudah proses visualisasi dan interpretasi 

hasil pengelompokan (Fauzi et al., 2024). SOM digunakan untuk pembelajaran 

mesin tanpa pengawasan (unsupervised learning), di mana data dikelompokkan 

berdasarkan kesamaan karakteristik tanpa memerlukan label. Proses kerjanya 

melibatkan pemilihan neuron pemenang, yakni neuron dengan bobot paling dekat 

terhadap input, diikuti dengan pembaruan bobot neuron tersebut dan neuron 

tetangganya berdasarkan radius jarak tertentu dalam jaringan (Syamhuri et al., 

2022). Input dalam teknik ini berupa data hasil observasi dengan banyak dimensi, 

sedangkan lapisan output terdiri dari jaringan neuron yang memiliki bobot masing-

masing dan tersusun dalam bentuk kisi dua dimensi, baik persegi maupun 

hexagonal. Berbeda dengan jaringan saraf tiruan lainnya, SOM tidak memiliki 

hidden layer. Bobot pada neuron-neuron dalam jaringan akan diperbarui selama 
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proses pelatihan agar semakin menyerupai pola data input. Namun, proses pelatihan 

SOM dapat memakan waktu relatif lama apabila dimensi input yang digunakan 

terlalu besar. Hasil pelatihan SOM dapat dimanfaatkan untuk berbagai tujuan, 

antara lain memvisualisasikan distribusi tiap vektor input, mengidentifikasi area 

topik yang paling relevan, serta membentuk klaster. Salah satu teknik visualisasi 

yang populer adalah U-Matrix (Unified Distance Matrix), yang mampu 

menggambarkan keterkaitan antar vektor dan mempermudah proses 

pengelompokan data (Pangestu et al., 2017).  

Dalam SOM, salah satu komponen penting yang digunakan adalah learning 

rate. Parameter ini berfungsi untuk mengatur tingkat adaptasi bobot terhadap data 

masukan selama proses pelatihan. Nilai learning rate dinyatakan sebagai fungsi 

skalar dengan rentang 0 < α(t) < 1. Semakin besar nilai α(t), semakin cepat bobot 

jaringan menyesuaikan diri terhadap vektor input, sehingga perubahan bobot 

menjadi lebih signifikan. Sebaliknya, seiring bertambahnya iterasi, nilai α(t) akan 

menurun mendekati nol, yang menyebabkan perubahan bobot semakin kecil dan 

memungkinkan pemetaan vektor input menjadi lebih stabil. Selain learning rate, 

SOM juga menggunakan fungsi lingkungan (neighborhood function) yang 

dilambangkan dengan h(t), dengan rentang 0 ≤ h(t) ≤ 1. Fungsi ini berperan dalam 

menentukan seberapa besar pengaruh neuron pemenang (Best Matching 

Unit/BMU) terhadap neuron-neuron di sekitarnya, berdasarkan jarak dalam radius 

lingkungan tertentu. Beberapa bentuk fungsi lingkungan yang umum digunakan 

adalah Gaussian neighborhood dan bubble neighborhood. Gaussian neighborhood 

dianggap lebih andal karena menghasilkan peta yang konsisten meskipun 

inisialisasi berbeda, sedangkan bubble neighborhood cenderung memberikan 

tingkat kesalahan kuantisasi yang lebih rendah dan lebih efisien secara komputasi 

(Kania et al., 2019). 

SOM memiliki tiga karakteristik utama, yaitu kompetisi, di mana setiap 

vektor bobot saling bersaing untuk menjadi neuron pemenang; kooperasi, ketika 

neuron pemenang berinteraksi dengan neuron-neuron di sekitarnya; serta adaptasi, 

yaitu proses penyesuaian bobot pada neuron pemenang beserta tetangganya (Imani 

et al., 2023). Keunggulan utama SOM terletak pada kemampuannya dalam 
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mereduksi dimensi data yang kompleks menjadi dua dimensi yang lebih mudah 

dianalisis secara visual (Pangestu et al., 2017). Selain itu, SOM juga efektif 

digunakan dalam mengidentifikasi kemiripan antar data dalam proses Clustering 

karena mampu mengenali pola kemiripan antar data secara otomatis (Fauzi et al., 

2024). 

Adapun langkah-langkah algoritma SOM adalah sebagai berikut: 

1. Normalisasi data 

Normalisasi dilakukan agar setiap variabel berada pada skala yang sama. 

Pada penelitian ini, metode normalisasi yang diterapkan adalah Robust 

Scaler, yaitu teknik penskalaan data yang memperhitungkan keberadaan 

outlier. Rumus Robust Scaler ditunjukkan pada persamaan berikut: 

𝑥𝑠𝑐𝑎𝑙𝑒𝑑 =
(𝑥 −  𝑄2(𝑥))

(𝑄3(𝑥)  −  𝑄1(𝑥))
 

Dengan,  

𝑥           : Data asli dari fitur atau variabel 

𝑄2(𝑥)  : Median (kuartil kedua) dari fitur x 

𝑄1(𝑥)  : Kuartil pertama dari fitur x 

𝑄3(𝑥)  : Kuartil ketiga dari fitur x 

Persamaan (2.1) menghitung selisih data terhadap median, lalu membaginya 

dengan rentang antar kuartil (IQR), yakni selisih antara kuartil ketiga dan 

pertama. Dengan cara ini, pengaruh nilai ekstrim (outlier) dapat 

diminimalkan dalam proses normalisasi. 

2. Inisialisasi vektor data input Xi secara acak dari dataset. 

3. Inisialisasi bobot awal secara acak dengan rentang nilai 0 – 1. 

4. Menghitung jarak Euclidean antara vektor input Xi dan setiap vektor bobot 

Wj 

5. Penentuan Best Matching Unit (BMU) yaitu memilih neuron dengan jarak 

terkecil antara vektor input. 

6. Menentukan bobot terbaru pada setiap neuron. 

Perbarui bobot BMU dan neuron tetangganya menggunakan rumus: 

𝑾𝑖𝑗(𝑡 + 1) = 𝑾𝑖𝑗(𝑡) + 𝛼. ℎ(𝑡). (𝑿𝑖 − 𝑾𝑖𝑗(𝑡)) (2.2) 

(2.1) 
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Dengan,  

𝛼 : Learning rate (laju pembelajaran) yang menurun seiring iterasi 

ℎ(𝑡)           : Fungsi tetangga yang menurun terhadap waktu dan jarak dari 

neuron pemenang (BMU)   

𝑖                    : Menunjukkan indeks fitur atau variabel ke-i 

𝑗                         : Menunjukkan indeks neuron ke-j pada lapisan output 

𝑿𝑖  : Vektor input ke-i 

𝑿𝑖 − 𝑾𝑖𝑗(𝑡) : Selisih antara input dan bobot lama (arah pergeseran) 

7. Perbaharui learning rate (𝛼) dengan rumus: 

𝛼(𝑡) = 𝛼𝑖(1 −
𝑡

𝑡𝑚𝑎𝑥
) 

Dengan,  

𝛼(𝑡) : Learning rate pada iterasi ke-t 

𝛼𝑖     : Learning rate awal, (biasanya 0,1 sampai 0,5) 

𝑡       : Iterasi ke-t saat pelatihan berlangsung 

𝑡𝑚𝑎𝑥 : Jumlah iterasi maksimum yang telah ditentukan sebelumnya 

Kurangi nilai learning rate α(t) dan radius fungsi tetangga h(t) seiring iterasi 

berjalan. 

8. Iterasi 

Ulangi langkah 2–6 hingga jumlah iterasi maksimum tercapai atau perubahan 

bobot sangat kecil. 

4.7 Euclidean Distance 

Dalam metode SOM, ukuran jarak yang digunakan untuk mengelompokkan 

data adalah jarak Euclidean. Jarak Euclidean sendiri merupakan salah satu metode 

pengukuran yang digunakan untuk menentukan seberapa jauh dua titik berada 

dalam ruang Euclidean, baik itu dalam dua dimensi, tiga dimensi, maupun dimensi 

yang lebih tinggi. Metode ini umum digunakan untuk menilai tingkat kemiripan 

antar data, dengan menghitung jarak langsung antar titik berdasarkan koordinatnya 

(Nishom, 2019). Untuk mengukur tingkat kemiripan antar data, digunakan rumus 

Euclidean distance berikut. 

(2.3) 
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𝑑(𝒙, 𝒚) = √∑ (𝑥𝑖 − 𝑦𝑖)2
𝑁

𝑖=1
 

Dengan, 

𝑑  : Jarak antara dua titik data x dan y 

𝒙  : Nilai pusat klaster 

𝒚  : Nilai dari masing-masing atribut pada data 

𝑖   : Indeks untuk setiap data 

𝑁  : Total jumlah data 

𝑥𝑖 : Nilai pada pusat klaster ke-i 

𝑦𝑖 : Nilai dari data ke-i 

4.8 Silhouette Coefficient 

Silhouette coefficient merupakan salah satu metode evaluasi untuk menilai 

kualitas hasil pengelompokan data pada pendekatan unsupervised learning. Nilai 

koefisien ini berada pada rentang -1 hingga 1, dan hasil klasterisasi dianggap baik 

apabila nilai silhouette mendekati 1 (Syamhuri et al., 2022). Metode ini bekerja 

dengan cara mengukur sejauh mana kesesuaian suatu objek terhadap klaster tempat 

ia berada, dibandingkan dengan klaster lain yang paling dekat. Nilai koefisien yang 

tinggi mengindikasikan objek berada pada klaster yang tepat, sedangkan nilai 

rendah atau negatif menunjukkan kemungkinan salah klaster. Silhouette 

menggabungkan dua konsep penting dalam Clustering, yaitu kohesi (kemiripan 

dalam klaster) dan separasi (perbedaan antar klaster) (Fauzi et al., 2024). 

Perhitungan jarak antar data dalam silhouette coefficient dapat menggunakan 

ukuran seperti Euclidean Distance maupun Manhattan Distance. Untuk menilai 

kualitas hasil klasterisasi, nilai silhouette dapat dihitung dari setiap klaster, 

termasuk klaster yang dihasilkan oleh algoritma Clustering yang digunakan 

(Pribadi et al., 2022). 

Untuk mengetahui kualitas hasil pengelompokan, nilai silhouette dapat 

dihitung dari setiap klaster, termasuk dari klaster yang dihasilkan oleh algoritma 

Clustering yang digunakan. Tahapan-tahapan dalam metode ini dapat diuraikan 

sebagai berikut (Pribadi et al., 2022): 

(2.4) 
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1. Menghitung rata-rata jarak antara satu data, misalnya data i, dengan seluruh 

data lain yang berada dalam klaster yang sama. 

𝑎𝑖 =  
1

|𝐴| − 1
∑ 𝑑(𝑖, 𝑗)

𝑗∈𝐴,𝑖≠𝑗

 

Dengan,  

𝑎𝑖         : Rata-rata jarak antara data ke-𝑖 dengan seluruh data lain dalam klaster  

yang sama 

|𝐴|       : Jumlah data dalam klaster A 

𝑖, 𝑗    : Indeks dari data (di mana i adalah data utama dan 𝑗 adalah data 

pembanding) 

𝑑(𝑖, 𝑗)  : Jarak antara data i dengan data j dalam klaster yang sama 

2. Menghitung rata-rata jarak antara data i dengan seluruh data dari klaster 

lainnya, kemudian diambil nilai yang paling kecil dari hasil perhitungan 

tersebut. 

𝑑(𝑖, 𝐶) =  
1

|𝐶|
∑ 𝑑(𝑖, 𝑗)

𝑗∈𝐶

 

Dengan,  

𝑑(𝑖, 𝐶) : Jarak rata-rata antara data ke-i dengan semua objek pada klaster lain 

(C) dimana C≠A 

|𝐶|       : Jumlah anggota dalam klaster C 

𝑑(𝑖, 𝑗)  : Jarak antara data i dan data j 

langkah selanjutnya adalah menentukan jarak minimum dari data i terhadap 

semua klaster yang bukan merupakan klasternya sendiri. Nilai terkecil dari 

jarak rata-rata ini kemudian disebut sebagai b(i), yang merepresentasikan 

jarak rata-rata terdekat data i terhadap klaster lain. 

𝑏(𝑖) =   𝑑(𝑖, 𝐶)𝐶≠𝐴
𝑚𝑖𝑛  

Dengan,  

b(i) : Nilai jarak rata-rata terkecil dari data ke-𝑖 terhadap klaster lain terdekat 

(2.5) 

(2.6) 

(2.7) 
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3. Setelah diperoleh nilai jarak minimum, langkah selanjutnya adalah 

menghitung nilai Silhouette Coefficient untuk data i menggunakan rumus 

berikut. 

𝑠(𝑖) =  
𝑏(𝑖) − 𝑎(𝑖)

max (𝑎(𝑖), 𝑏(𝑖))
 

4.9 Davies-Bouldin Index (DBI) 

Davies-Bouldin Indeks (DBI) adalah metode validasi kuantitatif yang 

digunakan untuk menilai kinerja Clustering. DBI mengevaluasi rasio antara jarak 

antar-klaster dan sebaran dalam klaster. Semakin kecil nilai DBI, maka semakin 

baik kualitas klaster yang terbentuk. Davies-Bouilding Indeks (DBI) juga dapat 

membantu dalam mengidentifikasi klaster yang memiliki penyimpangan besar 

(outlier) karena nilai DBI yang tinggi menandakan tumpang tindih antar klaster 

(Aziz & Mustakim, 2022). 

Davies-Bouldin Index (DBI) didasarkan pada dua komponen utama, yaitu 

kohesi, yang mengukur kedekatan data terhadap pusat klaster yang menaunginya, 

dan separasi, yang didasarkan pada jarak antar pusat klaster (centroid) yang 

terbentuk (Dinata et al., 2020). Dalam Clustering, kohesi merujuk pada tingkat 

kedekatan data dengan pusat klaster tempat data tersebut berada, sementara 

separasi menggambarkan sejauh mana pemisahan antar klaster yang diukur 

berdasarkan jarak antar centroid masing-masing klaster (Musid et al., 2023). 

Tahapan perhitungan nilai Davies-Bouldin Index (DBI) dapat dijelaskan 

sebagai berikut: 

1. Persamaan yang digunakan untuk menghitung nilai kohesi dalam klaster ke-i 

dikenal sebagai Sum of Square Within Cluster (SSW), yang dinyatakan 

melalui rumus berikut (Musid et al., 2023). 

𝑆𝑆𝑊𝑖 =  
1

𝑚𝑖
∑      𝑑(𝑥𝑖, 𝑐𝑖)

𝑚𝑖

𝑗=𝑖
 

Dengan,  

𝑚 : Banyaknya data yang terdapat pada klaster ke-i 

 𝑐 : Titik pusat (centroid) dari klaster ke-i 

𝑑  : Nilai jarak antara dua titik data 

(2.8) 

(2.9) 
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2. Untuk menghitung nilai separasi antar klaster, digunakan Sum of Square 

Between Cluster (SSB), yaitu sebuah persamaan yang menggambarkan 

tingkat pemisahan antar klaster (Musid et al., 2023):  

𝑆𝑆𝐵𝑖𝑗 = 𝑑(𝑐𝑖, 𝑐𝑗) 

Dengan,  

d : Nilai jarak antar titik data 

c : Titik pusat (centroid) dari klaster ke-i 

3. Setelah nilai kohesi dan separasi diperoleh, dilakukan perhitungan rasio Rij 

guna membandingkan klaster ke-i dengan klaster ke-j. Klaster terbaik 

ditandai oleh kohesi yang kecil dan separasi yang besar. Rasio ini dihitung 

menggunakan rumus tertentu (Musid et al., 2023): 

𝑅𝑖𝑗 =  
𝑆𝑆𝑊𝑖 + 𝑆𝑆𝑊𝑗

𝑆𝑆𝐵𝑖𝑗
 

4. Nilai rasio tersebut kemudian digunakan untuk menghitung nilai Davies-

Bouldin Index (DBI) dengan menggunakan rumus yang telah ditentukan 

(Dinata et al., 2020). 

𝐷𝐵𝐼 =  
1

𝑘
∑ 𝑚𝑎𝑥𝑖≠𝑗(𝑅𝑖,𝑗)

𝑘

𝑖=1
 

Adapun semakin kecil nilai Davies-Bouldin Index (DBI) yang diperoleh (non-

negatif ≥ 0), maka semakin baik pula kualitas klaster yang terbentuk. Nilai 

DBI mencerminkan rasio antara sebaran data dalam suatu klaster dan jarak 

antar klaster. Jumlah klaster k yang digunakan dalam perhitungan DBI 

disesuaikan dengan jumlah klaster yang dihasilkan oleh metode SOM. 

 

 

 

 

 

(2.10) 

(2.11) 

(2.12) 
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BAB V 

PENUTUP 

5.1 Kesimpulan 

Berdasarkan hasil analisis dan pembahasan yang telah dilakukan 

menggunakan Algoritma Self-Organizing Maps (SOM) dalam melakukan 

klasterisasi indikator IPM Provinsi Sulawesi Selatan tahun 2024, dapat disimpulkan 

beberapa hal sebagai berikut. 

1. Hasil pengelompokan wilayah Provinsi Sulawesi Selatan menghasilkan dua 

klaster utama. Klaster pertama terdiri atas Kota Makassar, Kota Parepare, dan 

Kota Palopo, yang memiliki capaian indikator IPM relatif tinggi, terutama 

pada aspek pendidikan dan ekonomi. Sedangkan klaster kedua mencakup 

sebagian besar kabupaten di Provinsi Sulawesi Selatan yang memiliki capaian 

IPM lebih rendah. Hal ini menunjukkan adanya ketimpangan pembangunan 

manusia antara wilayah perkotaan dan perdesaan. 

2. Karakteristik klaster yang terbentuk menunjukkan bahwa perbedaan utama 

antarwilayah terletak pada indikator Rata-rata Lama Sekolah (RLS) dan 

Pengeluaran Per Kapita (PPK). Klaster pertama memiliki nilai RLS dan PPK 

yang lebih tinggi dibandingkan klaster kedua, yang menandakan bahwa aspek 

pendidikan dan ekonomi merupakan faktor pembeda paling dominan dalam 

pola pembangunan manusia di Sulawesi Selatan. Oleh karena itu, 

peningkatan akses pendidikan dan kesejahteraan ekonomi menjadi kunci 

untuk mengurangi disparitas pembangunan antarwilayah. 

5.2 Saran 

Berdasarkan hasil dan pembahasan yang telah diperoleh, sehingga saran yang 

penulis berikan adalah sebagai berikut. 

1. Pemerintah daerah diharapkan dapat memanfaatkan hasil penelitian ini 

sebagai dasar dalam perumusan kebijakan pembangunan manusia yang lebih 

terarah, terutama bagi kabupaten yang tergolong dalam klaster dengan nilai 

IPM rendah. 
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2. Fokus peningkatan perlu diarahkan pada pemerataan akses pendidikan dan 

peningkatan kesejahteraan ekonomi masyarakat, mengingat kedua aspek 

tersebut menjadi faktor dominan dalam perbedaan tingkat pembangunan 

manusia antarwilayah. 

3. Bagi peneliti selanjutnya, disarankan untuk mengembangkan penelitian ini 

dengan menggunakan periode waktu yang lebih panjang atau menambahkan 

variabel sosial ekonomi lainnya, seperti tingkat kemiskinan, tingkat 

pengangguran terbuka, dan tingkat partisipasi angkatan kerja. Dengan 

demikian, hasil analisis yang diperoleh akan lebih komprehensif dan mampu 

memberikan gambaran yang lebih menyeluruh mengenai faktor-faktor yang 

memengaruhi ketimpangan pembangunan manusia antarwilayah di Provinsi 

Sulawesi Selatan. 
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